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Abstract

The open-source Electricity Transmission Grid Optimization - Tool (eTraGo) is part of the trans-
parent, inter-grid-level operating grid planning tool eGo (electrical grid optimization) which at the
moment is extended by more flexibilities and sectors. eTraGo optimizes grid and storage expansion
on the German high and extra-high voltage level for future scenarios and is characterized by a high
temporal and spatial resolution. To ensure simulations of high accuracy despite suitable calculation
times, approaches for adequate reduction of complexity are needed.

At the moment, a k-means clustering is used to reduce spatial resolution in eTraGo. This is a common
complexity reduction approach clustering the buses of the original network considering their geogra-
phical locations and representing the clusters by aggregated buses at the cluster centers. In some cases,
the spatially reduced networks show lines between cluster centers which are not directly connected in
the original grid topology. Hence, the original network does not get represented accurate enough in
those cases.

Therefore, within this work a new clustering approach gets introduced, implemented and validated
which considers the topology of the electrical grid. This approach is called k-medoids Dijkstra Clus-
tering. The methodology is comprised of the following steps:

1. k-means Clusterings considering the geographical locations of the original buses

2. identification of the medoids of the clusters

3. Dijkstra’s algortihm assigning the original buses to the clusters with the nearest medoids consi-
dering the electrical distance

The examination of the spatially reduced networks’ topologies shows that the k-medoids Dijkstra
Clustering reduced network does not show the prior explained problems occuring when using a k-means
Clustering. Instead, the k-medoids Dijkstra Clustering reduced grid topologies show more equalities
to the original grid topology, especially concerning the meshing of the grid.

The examination of the effects on network calculations using the two different complexity reduction
approaches does not show relevant differences in the overall results like overall network and storage
expansion. It does however point out differences in network expansion requirements in special regions
where a lot of the original buses get assigned differently using the k-medoids Dijkstra Clustering
than using the k-means Clustering and where the k-means Clustering reduced network therefore show
an extra highly meshed grid topology. For those cases an underestimation of the grid expansion
requirement in k-means Clustering reduced networks has to be assumed.

Concerning the caclulation time, k-means Clustering and k-medoids Dijkstra Clustering are to grade
equally, because the extra time needed to conduct the Dijkstra’s algorithms only adds a a fraction to
the time needed to conduct a k-means Clustering and can be neglected.
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In summary, the k-medoids Dijkstra Clustering is identified as adequate complexity reduction approach
for eTraGo and as the better alternative compared to the currently used k-means Clustering. Therefore,
the future usage of the k-medoids Dijkstra Clustering for spatial complexity reduction in eTraGo is
recommended.
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1 Einleitung

Im Rahmen des Forschungsprojektes open_eGo wurde ein transparentes, netzebenenübergreifendes
Netzplanungstool entwickelt, mithilfe dessen die Netzentwicklung im Hinblick auf die Energiewende
untersucht werden kann. Aktuell werden zur Abbildung der voranschreitenden Elektrifizierung die
weiteren Sektoren Gas, Wärme und Mobilität integriert, um Herausforderungen und Chancen der
Sektorkopplung zu untersuchen.

eTraGo stellt das Tool zur Optimierung von Netz- und Speicherausbau auf Hoch- und Höchstspannun-
gebene des elektrischen Netzes in Deutschland dar. Das aus open source-Daten erstellte Modell weist
eine hohe räumliche und zeitliche Auflösung auf. Die hohe Komplexität des Systems hat einen ho-
hen Rechenaufwand für Simulationen zur Folge, sodass Komplexitätsreduktionsmethoden angewandt
werden. Ziel dieser Komplexitätsreduktionsmethoden ist es, eine Netzberechnung unter möglichst ge-
ringem Informationsverlust bei gleichzeitig akzeptabler Rechenzeit zu ermöglichen.

Zur räumlichen Komplexitätsreduktion dient in eTraGo aktuell ein k-means Clustering, das derzeit in
mehreren Arbeiten auf elektrische Netze angewandt wird (siehe z. B. [1]). Dabei werden die Original-
knoten des Netzes unter Berücksichtigung derer geografischen Positionen in Cluster zusammengefasst
und durch repräsentative Knoten ersetzt, sodass die räumliche Auflösung reduziert wird. An einigen
Stellen der mithilfe k-means Clustering reduzierten Netze ergeben sich Leitungen zwischen Clustern,
die im Originalnetz keine direkte elektrische Verbindung aufweisen. Das Originalnetz wird an diesen
Stellen nicht genügend genau dargestellt, sodass die Gefahr der Verfälschung von Simulationsergeb-
nissen besteht.

Aus diesem Grund soll im Rahmen dieser Arbeit eine neue Methodik zur räumlichen Komplexitäts-
reduktion vorgestellt, implementiert und validiert werden, die die Topologie des elektrischen Netzes
bei der Komplexitätsreduktion berücksichtigt. Sie soll im Folgenden als k-medoids Dijkstra Clustering
bezeichnet werden. Es soll untersucht werden, ob das k-medoids Dijkstra Clustering eine adequate
räumliche Komplexitätsreduktionsmethode zur Anwendung in eTraGo und unter Berücksichtigung
der Kriterien Genauigkeit und Rechenaufwand eine bessere Alternative zum k-means Clustering dar-
stellt.

Im Folgenden werden zunächst die Methodik des k-means Clusterings sowie die sich durch Anwendung
dieser Methodik ergebende Problematik dargestellt (siehe Kapitel 2). In Kapitel 3 wird das k-medoids
Dijkstra Clustering sowie dessen Implementierung in eTraGo vorgestellt. Es folgt die Festlegung der
Methodik zur Untersuchung der Clustermethoden in Kapitel 4 sowie weiterhin die Darstellung der
Ergebnisse der durchgeführten Rechnungen in Kapitel 5. Anschließend soll das k-medoids Dijkstra
Clustering hinsichtlich seiner Anwendbarkeit in eTraGo und im Vergleich zum aktuell verwendeten k-
means Clustering bewertet werden (siehe Kapitel 6) bevor in Kapitel 7 ein Fazit aus den Erkenntnissen
der Untersuchungen geschlossen wird.
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2 Aktuell verwendete Methodik: k-means Clustering

Im Folgenden soll die in eTraGo aktuell zur räumlichen Komplexitätsreduktion verwendete Metho-
dik vorgestellt werden. Dazu wird zunächst die prinzipielle Funktionsweise des k-means Clusterings
erläutert sowie die Implementierung in eTraGo beschrieben. Anschließend wird auf Problematiken,
die durch die Verwendung dieses Ansatzes beobachtet werden, hingewiesen. In diesem Zuge wird die
Funktionalität remove_stubs dargestellt, die in einigen Fällen Abhilfe schafft. Abschließend wird Ver-
besserungspotential abgeleitet.

2.1 Prinzipielle Funktionsweise und Implementierung in eTraGo

Ziel eines k-means-Algorithmus ist es, einen Datensatz nach bestimmten Kriterien in eine gewissen
Anzahl von Gruppen, die sogenannten Cluster, zu unterteilen. So kann dieser Algorithmus dazu genutzt
werden, die Knoten eines Stromnetzes in eine vorgegebene Anzahl von Clustern zu unterteilen, um
die Cluster durch neue Knoten mit bestimmten Eigenschaften zu repräsentieren. Die Clustereinteilung
erfolgt in diesem Fall nach der geografischen Position der Knoten. Die repräsentativen Knoten stellen
beim k-means-Algorithmus geografisch die durchschnittlichen Knoten pro Cluster dar. So wird das
Stromnetz mit seiner originalen Knotenanzahl durch ein Stromnetz mit einer geringeren Knotenanzahl
ersetzt und die räumliche Komplexität dadurch reduziert.

Diese prinzipielle Vorgehensweise wird auch in eTraGo verwendet. Die Methodik orientiert sich an der
in [2] dargestellten Methodik und nutzt das in PyPSA implementierte k-means Clustering. Hier wird
der expectation-maximization-Algorithmus des Python Pakets scikit-learn ([3]) verwendet.

Zunächst werden die Knoten des Originalnetzes proportional zur angeschlossenen konventionellen Er-
zeugung und zum angeschlossenen Verbrauch im heutigen Energiesystem (Status Quo-Szenario) ge-
wichtet. Die Gewichtung wird berücksichtigt, indem die Knoten des Originalnetzes entsprechend ihrer
Gewichtung auf ihrer Koordinate vervielfältigt werden, sodass eine Menge aus Punkten entsprechend
der Gewichtung auf den geografischen Koordinaten der Originalknoten entsteht. Anschließend kommt
der expectation-maximization-Algorithmus zum Einsatz, der folgendermaßen arbeitet:

1. Initale Wahl von Clusterzentren im Originalnetz

2. Wiederholung bis zur Erfüllung des Konvergenzkriteriums

a) Erwartungsschritt: Zuordnung der Originalknoten zu den jeweils geografisch nächsten Clus-
terzentren

b) Maximierungsschritt: Neuberechnung der Clusterzentren als geografische Mittelwerte der
in einem Cluster befindlichen Knoten
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2.1 Prinzipielle Funktionsweise und Implementierung in eTraGo

Die Wahl der Clusterzentren erfolgt anhand der folgenden Gleichung 2.1. Hier wird die Summe der
quadrierten gewichteten euklidischen Abständen zwischen den Koordinaten der Originalknoten xn und
den Koordinaten der Clusterzentren xc minimiert.

min
xc

k∑
c=1

∑
n∈NC

wn ‖xc − xn‖2 (2.1)

mit

• N : Menge der Knoten im Originalnetz
• n: Benennung eines einzelnen Knoten des Originalnetzes
• xn: geografische Koordinaten des Knotens n im Originalnetzes
• wn: Gewichtung des Knotens n im Originalnetz
• k: Anzahl der Cluster
• c: Benennung der einzelnen Cluster
• xc: geografische Koordinaten des Clusterzentrums im Cluster c

• Nc: Menge der Knoten im betrachteten Cluster

Das Ergebnis der beschriebenen Berechnung stellt eine Busmap dar, die eine Zuordnung der N Origi-
nalknoten zu den k Clustern enthält. Die für die Gewichtung benötigten zusätzlichen Knoten spielen
lediglich während der Durchführung des expectation-maximization-Algorithmus ein Rolle, in der Bus-
map sind sie nicht zu finden.

Es folgt die Aggregation der Knoten innerhalb eines Clusters, indem die Knoten-Komponenten Er-
zeugung, Speicher und Last an der geografischen Position des jeweiligen während des expectation-
maximization-Algorithmus ermittelten Clusterzentrums zusammengefasst werden. Die Leitungen in-
nerhalb eines Clusters werden vernachlässigt, Leitungen zwischen zwei Clustern werden zu abstrakten
Leitungen zusammengefasst.

Zu beachten ist, dass durch den beschriebenen Optimierungsalgortihmus nicht gewährleistet ist, dass
globale Optima gefunden werden. Es handelt sich bei den Ergebnissen um lokale Optima. Maßgebend
für die Güte und die Robustheit der Lösung sind die initiale Wahl der Clusterzentren sowie die Kon-
vergenzkriterien. Diese werden bei Aufruf des Clusterings als Parameter übergeben.
Im Laufe der Entwicklung von eTraGo sind einige Testsimulationen durchgeführt worden, die folgende
Parameterkombination hat sich dabei als geeignet herausgestellt:

Tabelle 2.1: Wahl der Parameter für k-means Clustering
Parameter Wert Bedeutung
n_init 2500 limitiert die Anzahl der Durchläufe mit verschiedener

initialer Wahl der Clusterzentren
max_iter 1000 limitiert die Anzahl der Iterationsschritte je Durchlauf
tol 1e-20 definiert die maximal zulässige Toleranz des Inertias
n_jobs -1 zur parallelen Berechnung auf n-1 von n verfügbaren

Prozessoren

4



2.2 Verbesserungspotential

2.2 Verbesserungspotential

Das k-means Clustering berücksichtigt zur Zuordnung der Originalknoten zu verschiedenen Clustern
die geografischen Distanzen zwischen den Knoten. Die elektrischen Distanzen zwischen den Knoten
und somit die Topologie des Netzes bleiben unberücksichtigt. Dies hat in einigen Fällen zur Folge,
dass Knoten einem Clusterzentrum zugeordnet werden, das zwar geografisch nah, aber elektrisch weit
entfernt liegt. Dieser Fall tritt insbesondere für Stichleitungen und in einigen Maschen auf. Im Zuge der
Aggregation werden dann Leitungen zwischen Clustern gebildet, die eigentlich keine direkte elektrische
Verbindung aufweisen. Die Topologie des komplexitätsreduzierten Netzes bildet die Topologie des
Originalnetzes in diesen Fällen nur unzureichend ab. Es besteht die Gefahr verfälschter Ergebnisse der
Netzberechnung, da der Leistungsfluss verändert wird.

Abbildung 2.1 zeigt einen Ausschnitt des in eTraGo modellierten elektrischen Netzes Deutschlands,
das das Originalnetz mit 11305 Knoten darstellt, sowie den entsprechenden Ausschnitt eines mithilfe
k-means Clusterings auf 300 Knoten räumlich komplexitätsreduzierten Netzes. Die roten Rechtecke
markieren zwei Beispiele, für die der beschriebene Fall zutrifft. Das obige Rechteck markiert die Region
nahe Lübeck. Das komplexitätsreduzierte Netz enthält eine Querverbindung zwischen zwei Clusterzen-
tren, die im Originalnetz keine direkte Verbindung aufweisen. Diese kommt zustande, weil die Knoten
der Spitze der Masche, die von rechts in das Rechteck hineinragt, aufgrund ihrer geografischen Koor-
dinaten dem Clusterzentrum links im Rechteck zugeordnet werden. Ebenso verhält es sich in dem Fall,
das das untere rote Rechteck in der Region Wolfsburg markiert. Auch in diesem Beispiel erhält das
komplexitätsreduzierte Netz eine Leitung, die die Topologie des Originalnetzes so nicht aufweist.

(a) Originalnetz (b) k-means Clustering reduziertes Netz

Abbildung 2.1: Exemplarische Beispiele für die Problematik des k-means Clusterings

Teilweise kann die als Option integrierte Funktionalität remove_stubs die beschriebene Problema-
tik verbessern. Bei Anwendung dieser Funktionalität wird das Originalnetz vor der Durchführung des
Clusterings um Stichleitungen, die keine weitere Vermaschung aufweisen, reduziert. Die Komponenten
der entfernten Knoten werden den angebundenen Knoten zugeordnet. Somit werden die oben beschrie-
benen Fälle an den wegfallenden Stichleitungen verhindert. Abbildung 2.1 zeigt allerdings, dass die
Problematik auch an anderen Stellen auftritt, weshalb diese durch die Funktionalität remove_stubs
nicht gänzlich behoben werden kann. Außerdem ergeben sich durch Anwendung dieser Funktionalität
Einbuße in der Genauigkeit. Während die Anwendung bei der räumlichen Komplexitätsreduktion auf
eine relativ kleine Knotenanzahl (z. B. von 11305 Originalknoten auf 100 Knoten) verhältnismäßig
genau funktioniert, weil innerhalb der Cluster ohnehin keine Stichleitungen sichtbar sind, stellt die
Anwendung dieser Funktionalität insbesondere dann, wenn auf eine relativ hohe Anzahl von Knoten

5



2.2 Verbesserungspotential

geclustert wird (z. B. 500 Knoten), eine erhebliche Änderung der Originaltopologie dar, sodass mit
Abweichungen der Ergebnisse einer Netzberechnung gerechnet werden muss.

Aus der mangelhaften Darstellung des Originalnetzes an den durch die Beispiele repräsentativ aufge-
zeigten Stellen sowie aus der Gefahr der Verfälschung der Ergebnisse einer Netzberechnung lässt sich
Verbesserungspotential in der räumlichen Komplexitätsreduktion in eTraGo ableiten.
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3 Methodik des k-medoids Dijkstra Clustering

Der in diesem Kapitel vorgestellte Ansatz berücksichtigt, im Gegensatz zu einem k-means Clustering
(Kapitel 2) die Topologie des elektrischen Netzes. Er setzt sich zusammen aus der Kombination eines
k-medoids Clustering, das ähnlich wie das k-means Clustering funktioniert, und einem anschließend
ausgeführten Dijkstra-Algorithmus, der die Berücksichtigung der elektrischen Distanzen zwischen den
Knoten und somit der Netztopologie realisiert.

Im Folgenden soll zunächst die prinzipielle Funktionsweise des Ansatzes erklärt und anschließend die
Umsetzung in eTraGo dargestellt werden.

3.1 Prinzipielle Funktionsweise

Diese Methodik beinhaltet im ersten Schritt ein k-medoids Clustering, das dem in Kapitel 2 be-
schriebenen k-means Clustering sehr ähnlich ist. Ziel dieses Arbeitsschrittes ist es, die Knoten des
Originalnetzes zunächst nach ihrer geografischen Verteilung in eine vorgegebene Anzahl von Clustern
einzuteilen. Die Originalknoten werden dazu wie beim k-means Clustering gewichtet, bevor die Clus-
terberechnung durchgeführt wird. Im Gegensatz zum k-means Clustering werden die Cluster beim
k-medoids Clustering nicht durch den geografisch durchschnittlichen Knoten pro Cluster repräsentiert
(daher „mean “für arithmetisches Mittel), sondern durch einen Originalknoten, der in diesem Anwen-
dungsfall den Median des Clusters darstellt. Diesen Punkt nennt man für allgemeine, n-dimensionale
Datensätze Medoid des Clusters. Die Cluster werden also durch Knoten repräsentiert, die geografisch
unter den Knoten des Originalnetzes zu finden sind und eine minimale geografische Distanz zu den
restlichen Knoten innerhalb des Clusters aufweisen.

Im zweiten Schritt wird ein Dijkstra-Algorithmus durchgeführt. Dieser dient allgemein der Berechnung
der kürzesten Pfade zwischen einem Startknoten und einem der übrigen oder aller übrigen Knoten in
einem Graphen. Folgende Schritte beschreiben den Algorithmus ([4]):

1. Initialisierung

• alle Knoten erhalten die Attribute „Distanz“und „Vorgänger“
• Distanz im Startknoten erhält den Wert 0
• Distanz aller anderen Knoten erhalten den Wert ∞
• Startknoten wird in Warteschlange eingefügt

2. Wiederholung bis keine Knoten mehr in der Warteschleife

• Wahl des Knotens aus der Warteschlange mit der geringsten Distanz zum Startknoten
• Speicherung des Besuchs des ausgewählten Knotens
• einzelne Überprüfung der Nachbarknoten des ausgewählten Knotens auf folgende Fälle:
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3.1 Prinzipielle Funktionsweise

a) Wenn der Nachbarknoten bereits in der Warteschleife vermerkt ist und die Distanz zur
Erreichung über die neue Kante geringer ist als die bisherige Distanz, wird die neue
Distanz gespeichert.

b) Falls a) nicht zutrifft: Wenn der Knoten noch gar nicht besucht worden ist, wird er
der Warteschleife hinzugefügt und die Distanz wird auf die Summe der Distanzen des
Vorgängerknotens und der Kante zu dem betreffenden Knoten aktualisiert.

Nach Durchführung des k-medoids Clusterings liegen eine Aufteilung des Originalnetzes in eine vorge-
gebene Anzahl von Clustern sowie die Positionen der repräsentativen Knoten der einzelnen Cluster vor,
die Positionen von Originalknoten darstellen. Mithilfe des Dijkstra-Algorithmus soll die Zuordnung
der Knoten des Originalnetzes zu den einzelnen Clustern, die bisher auf Grundlage der geografischen
Verteilung erfolgt ist, auf Grundlage der elektrischen Distanzen zwischen den Knoten überprüft und
angepasst werden. Dazu werden die Pfade von allen Knoten des Originalnetzes zu den einzelnen Clus-
termedoiden berechnet. Die Zuordnung der Originalknoten zu den durch das k-medoids Clustering
identifizierten Clustermedoiden erfolgt letztlich anhand der durch den Dijkstra-Algorithmus ermittel-
ten elektrischen Pfaden, indem die einzelnen Originalknoten jeweils demjenigen Clustermedoid zuge-
ordnet werden, das zur Erreichung den kürzesten elektrischen Pfad aufweist.

Nach Identifizierung der Position der neuen repräsentativen Knoten mithilfe des k-medoids Clusterings
und der Zuordnung der Originalknoten zu diesen neuen repäsentativen Knoten mithilfe des Dijkstra-
Algorithmus, erfolgt die Aggregation der Komponenten. Die Attribute der repräsentativen Knoten
werden wie in Kapitel 2 beschrieben ermittelt, die geografische Position des repräsentativen Knotens
wird auf den während des k-medoids Clusterings identifizierten Medoid des Clusters festgelegt.

Folgend sind die Arbeitsschritte des k-medoids Dijkstra Clustering zusammengefasst:

Tabelle 3.1: Übersicht über Arbeitsschritte des k-medoids Dijkstra Clusterings
Arbeitsschritt Beschreibung
k-means Clustering
1. Gewichtung der Knoten Gewichtung der Knoten nach Erzeugung und Last im

Status Quo-Szenario durch Vervielfältigung der Punk-
te

2. Durchführung des Clusterings Durchführung des expectation-maximization-
Algorithmus zum Clustern der Punkte

3. Erstellung der Busmap Zuordnung der Originalknoten zu den Clustern
Identifikation der Medoide Identifikation derjenigen Originalknoten, die den wäh-

rend des k-means Clusterings idendifizierten geogra-
fisch durchschnittlichen Clusterzentren geografisch am
nächsten sind, als Medoide der Cluster

Durchführung des Dijkstra-
Algorithmus
1. Dijkstra-Algortihmus Berechnung der elektrischen Pfade der Originalknoten

zu den Clustermedoiden
2. Erstellung der angepassten Bus-
map

Zuordnung der Originalknoten zu denjenigen Clus-
tern, deren Medoide elektrisch am nächsten sind

Aggregation Zusammenfassung der Originalknoten pro Cluster so-
wie der Leitungen zwischen den Clustern
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3.2 Implementierung in eTraGo

3.2 Implementierung in eTraGo

Aufgrund von Schwierigkeiten mit der Kompatibilität der vorhandenen Datensätze und der entspre-
chenden Methoden wurde davon abgesehen, das k-medoids Clustering mithilfe bereits existierender
Methoden (beispielsweise im scikit-learn-extra-Paket) zu implementieren. Stattdessen wird das k-
means Clustering, wie es in Kapitel 2 beschrieben ist, verwendet und so abgeändert, dass das Ergebnis
dem eines k-medoids Clusterings entspricht. Dazu wird zunächst das k-means Clustering unter Berück-
sichtigung der Gewichtung nach Erzeugung und Last im Status Quo-szenario durchgeführt, um die
Originalknoten auf Basis ihrer geografischen Verteilung in ein vorgegebene Anzahl von Clustern zu un-
terteilen und die Clusterzentren als geografisch durchschnittliche Knoten zu identifizieren. Die hierfür
verwendete Klasse des Python Pakets scikit-learn ([3]) liefert außerdem eine Methode zur Berechnung
einer Matrix, die die Distanzen aller Originalknoten zu den Clusterzentren enthält. Mithilfe dieser
Matrix können diejenigen Originalknoten identifiziert werden, die den geografisch durchschnittlichen
Knoten pro Cluster geografisch am nächsten sind. Diese Knoten stellen die Medoide der einzelnen
Cluster und deren Koordinaten die Koordinaten der neuen repräsentativen Knoten dar.

Die Implementierung des Dijkstra-Algorithmus erfolgt mithilfe des Python Pakets NetworkX ([5]),
das innerhalb der Algorithmen Shortest Paths mit der Funktion single_source_dijkstra_path_length
eine vorgefertigte Funktion zur Durchführung des Algorithmus bereitstellt. Mithilfe dieser Funktion
werden jeweils die elektrischen Pfade zwischen den im k-medoids Clustering identifizierten Clusterme-
doiden und allen weiteren Originalknoten berechnet. Die Zuordnung der Originalknoten zu den neuen,
repräsentativen Knoten erfolgt dann auf Basis der errechneten elektrischen Distanz.

Aufgrund der Komplexität dieser Rechenaufgabe wird das Python Paket multiprocessing verwendet,
ein Modul der The Python Standard Library. Unter Verwendung dieses Moduls kann die Berechnung
in Abhängigkeit der verfügbaren Kerne parallelisiert werden. Außerdem besteht die Möglichkeit der
Nutzung des Parameters Cutoff, den die für den Dijkstra-Algortihmus verwendete Methode enthält.
Dieser Parameter bewirkt den Abbruch der weiteren Berechnung eines bestimmten Pfades ab einer
vorgegebenen Länge, wodurch sich der Rechenaufwand verringert. Mehrere Testsimulationen haben
ergeben, dass ein Wert sinnvoll ist, der in etwa der zwei- bis vierfachen Distanz desjenigen Origi-
nalknotens zu seinem Clusterzentrum im k-means Clustering entspricht, der am weitesten von seinem
Clusterzentrum entfernt ist. Der Parameter wird als Faktor dieser maximalen Distanz angegeben, zum
Beispiel: Cutoff = 3. Die Wahl des Cutoff -Parameters verändert das Ergebnis des k-medoids Dijkstra
Clusterings nicht. Wenn er sehr groß gewählt wird, wird der Rechenaufwand entsprechend weniger
reduziert. Wird er zu klein gewählt, kann keine Zuordnung durch den Dijkstra-Algorithmus erfolgen.
Für diesen Fall ist eine Fehlermeldung implementiert, die den/die Nutzer*in darauf hinweist.

Im Anhang A.1 sind Ausschnitte der relevanten Passagen der Implementierung zu finden.
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4 Methodik zur Untersuchung

Ziel der räumlichen Komplexitätsreduktion ist es, das Originalnetz auf ein räumlich komplexitätsredu-
ziertes Netz abzubilden, sodass eine Netzberechnung bei möglichst hoher Genauigkeit und gleichzeitig
unter akzeptablem Rechen- und Zeitaufwand möglich ist. Daraus ergeben sich die folgenden Kriterien
zur Bewertung: Genauigkeit und Rechenaufwand.

Im Rahmen dieser Arbeit sollen insbesondere k-means Clustering und k-medoids Dijkstra Clus-
tering verglichen werden, da sich das k-means Clustering als Standardanwendung zur räumlichen
Komplexitätsredutkion in eTraGo etabliert hat (siehe z. B. [6]). Da das k-medoids Dijkstra Clustering
im ersten Schritt ein k-means Clustering beinhaltet, dem nach der Findung der Medoide der Cluster
eine potentielle Korrektur der Zuordnung zu den Clustern unter Anwendung des Dijkstra-Algorithmus
folgt, ist ein Vergleich der komplexitätsreduzierten Netze sowie der Clusterbildung sehr gut möglich.

Das k-means Clustering unter Verwendung von remove_stubs wird weniger häufig genutzt.
Der Grund dafür liegt in den Fehlerpotentialen, die diese Funktionalität insbesondere beim Clustern
auf hohe Knotenzahlen mit sich bringt. Wie in Kapitel 2.2 beschrieben wirkt diese Funktionalität der
auftretenden Problematik außerdem nur bedingt entgegen. Aus diesem Grund soll sich der Vergleich zu
der Anwendung der Funktionalität remove_stubs auf ein einziges exemplarisches Beispiel beschränken,
eine detaillierte Untersuchung und Bewertung wird im Rahmen dieser Arbeit nicht durchgeführt.

4.1 Untersuchung der Genauigkeit

Grundsätzlich soll die Untersuchung der Genauigkeit mithilfe zweier Rechenszenarien durchgeführt
werden.

4.1.1 Rechenszenario zur Untersuchung der Netztopologien

Zunächst sollen die Ansätze anhand der Topologien der komplexitätsreduzierten Netze untersucht wer-
den. Bei dieser Analyse geht es darum, wo und wie häufig sich die Cluster durch Verwendung des k-
medoids Dijkstra Clustering verändern und welche Auswirkungen die Veränderungen auf die Topologie
des komplexitätsreduzierten Netzes hat. Insbesondere soll dabei ein Augenmerk auf die in Kapitel 2.2
beschriebene Problematik gelegt werden, wozu exemplarische Beispiele betrachtet werden. Im Rahmen
dieser Untersuchung wird das Originalnetz mithilfe der drei verschiedenen Clustermethoden k-means
Clustering, k-means Clustering unter Verwendung der Funktionalität remove_stubs so-
wie k-medoids Dijkstra Clustering, in seiner Komplexität reduziert. Das Originalnetz, das 11305
Knoten enthält, wird jeweils auf 100, 200, 300, 400 und 500 Knoten geclustert. Die Untersuchung
der Topologie des komplexitätsreduzierten Netzes sowie der Cluster wird mithilfe eines auf 300 Kno-
ten reduzierten Netzes durchgeführt, da sich diese Einstellung in Veröffentlichungen als Standardfall
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4.1 Untersuchung der Genauigkeit

etabliert hat (siehe z. B. [6]). Zur Überprüfung der Gültigkeit der Beobachtungen für weitere Cluster-
zahlen werden die Häufigkeit der Wirkung des Dijkstra-Algorithmus zur Abänderung der Zuordnung
im Vergleich zum k-means Clustering sowie der Vermaschungsgrad der komplexitätsreduzierten Netze
in Abhängigkeit der Clusterzahlen untersucht.

Der Vermaschungsgrad ist im Rahmen dieser Untersuchung als Quotient aus Anzahl der Leitungen
im Netz pro Knoten im Netz definiert. Damit gibt dieser Quotient nicht für jeden Fall den Grad der
Vermaschung eines Netzes an. So kann beispielsweise auch ein Strahlennetz ohne Vermaschung einen
Wert von größer als 1 aufweisen. Jedoch handelt es sich bei dem hier betrachteten Netzmodell um
das elektrische Übertragungsnetz in Deutschland, das zu großen Teilen von Maschen durchsetzt ist.
Auch die Topologien der komplexitätsreduzierten Netze weisen Vermaschung auf. Aus diesem Grund
ist davon auszugehen, dass der Quotient aus Leitungen pro Knotenzahl in etwa den Vermaschungsgrad
der hier betrachteten Netze widergibt und einen probaten Wert zum Vergleich der Netze darstellt.

Zur Durchführung des k-means Clusterings werden die in Kapitel 2 festgehaltenen Parameter gewählt.
Um eine allumfassende Untersuchung zu ermöglichen, kommt der optionale Parameter Cutoff (siehe
Kapitel 3) im Rahmen dieser Rechnung nicht zum Einsatz.

4.1.2 Rechenszenario zur Untersuchung der Auswirkungen auf die Netzberechnung

Mithilfe dieses Szenarios sollen die Auswirkungen der beobachteten Veränderungen auf die Netzberech-
nung untersucht werden. Im Rahmen dieser Untersuchung werden insbesondere die Auswirkungen auf
den Leitungs- und Speicherausbau analysiert. Es handelt sich hierbei um allgemein relevante Ergeb-
nisse einer Netzberechnung. Da aufgrund der verschiedenen Topologien der komplexitätsreduzierten
Netze unterschiedliche Leitungsstrukturen vorliegen, sind die Ergebnisse der Leitungssauslastung, von
denen die genannten Ergebnisse maßgeblich abhängen, im Rahmen dieser Betrachtung besonders in-
teressant.

Im Zuge dieser Untersuchung wird das Originalnetz jeweils unter Anwendung des k-means Cluste-
rings und des k-medoids Dijkstra Clusterings auf 300 Knoten geclustert, da es sich hierbei den
in Veröffentlichungen etablierten Standardfall handelt (siehe z. B. [6]. Theoretisch bedarf es zur Un-
tersuchung auf Genauigkeit dem Vergleich mit dem Originalnetz. Dieser ist für die hier beschriebene
Analysestrategie nicht möglich, da die Komplexität der Berechnung die vorhandenen Rechenkapazi-
täten übersteigt. Nichtsdestotrotz lassen die ausgewählten Untersuchungsaspekte einen Vergleich zwi-
schen den vorgestellten Methodiken zu. Es lassen sich hinreichend gute Schlüsse auf die Genauigkeit
ziehen.

Zur Durchführung des k-means Clustering werden auch in diesem Rechenszenario die in Kaitel 2
festgehaltenen Parameter gewählt, der optionale Parameter Cutoff zur Durchführung des Dijkstra-
Algortihmus kommt nicht zum Einsatz. Es wird das Szenario eGon 100 mit den Optionen Netz- und
Speicherausbau für das gesamte Jahr in jedem fünften Zeitschritt gerechnet.

Im Anhang A.7 ist ein Screenshot der verwendeten eTraGo-Argumente zu finden, der die Parameter
des Rechenszenarios zusammenfasst.
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4.2 Untersuchung der Rechenzeit

4.2 Untersuchung der Rechenzeit

Zur Untersuchung des Rechenaufwandes soll die Rechenzeit, die zur Durchführung der räumlichen
Komplexitätsreduktion benötigt wird, herangezogen werden. Während der Entwicklung sowie Validie-
rung der neuen Clustermethode sowie im Zuge der Durchführung der bereits beschriebenen Rechnun-
gen wurden die Rechenzeiten dokumentiert. Im Rahmen dieser Untersuchung werden die Rechenzeiten
des k-means Clusterings sowie des k-medoids Dijkstra Clusterings in Abhängigkeit der Knotenzahlen
gegenübergestellt.

Zur Durchführung des k-means Clusterings werden die in Kapitel 2 festgehaltenen Parameter gewählt.
Der optionale Parameter Cutoff (siehe Kapitel 3) kommt nicht zum Einsatz. Das multiprocessing
hingegen wird vollumfänglich genutzt.
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5 Darstellung und Diskussion der Ergebnisse

Folgend werden die Ergebnisse nach Durchführung der in Kapitel 4 beschriebenen Rechenszenarien
zur Untersuchung der Clustermethoden dargestellt und diskutiert.

5.1 Untersuchung der Netztopologien

Die Untersuchung der Netztopologien teilt sich in vier Abschnitte. Zur Überprüfung der Wirksamkeit
des k-medoids Dijkstra Clusterings soll zunächst das exemplarische Beispiel betrachtet werden, das
in Kapitel 2.2 zur Verdeutlichung der Problematik des k-means Clusterings herangezogen worden ist.
Anschließend soll ein kurzer Einblick in die Verwendung der Funktionalität remove_stubs gegeben
werden. Es folgt eine Gegenüberstellung der Topologien der komplexitätsreduzierten Netze, bevor
zuletzt ein Vergleich der Bildung der Cluster folgt.

5.1.1 Betrachtung eines exemplarischen Beispiels

Abbildung 5.1 zeigt oben einen Ausschnitt des in eTraGo modellierten elektrischen Netzes Deutsch-
lands, das das Originalnetz mit 11305 Knoten darstellt. Mittig befindet sich die Abbildung des ent-
sprechenden Ausschnitt eines mithilfe k-means Clusterings auf 300 Knoten räumlich komplexitätsre-
duzierten Netzes, unten der entsprechende Ausschnitt eines ebenso mithilfe eines k-medoids Dijkstra
Clustering reduzierten Netzes. Die roten Rechtecke markieren zwei Beispiele, für die die in Kapitel 2.2
beschrieben Problematik zutrifft.

In beiden Fällen tritt die durch das k-means Clustering auftretende problematische Verbindung zwi-
schen Clusterpunkten, die im Originalnetz keine direkte elektrische Verbindung aufweisen, im k-
medoids Dijkstra Clustering geclusterten Netz nicht auf. Die Knoten in der Spitze der Masche, die
von rechts in das obere Rechteck hineinragt, sowie die Knoten Leitung, die von unten rechts in das
untere Rechteck ragt, werden im Falle des k-medoids Dijkstra Clusterings aufgrund ihrer elektrischen
Distanzen nicht den Knoten der jeweils anderen Maschen zugeordnet, wie es aufgrund der geografi-
schen Distanzen beim k-means Clustering der Fall ist. Damit wird im Zuge der Aggregation keine
Verbindung zwischen den repräsentativen Knoten erstellt. Das k-medoids Dijkstra geclusterte Netz
liegt an diesen Stellen somit näher an der Topologie des Originalnetzes.
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5.1 Untersuchung der Netztopologien

(a) Originalnetz

(b) k-means Clustering reduziertes Netz

(c) k-medoids Dijkstra Clustering reduziertes Netz

Abbildung 5.1: Exemplarische Beispiele zur Überprüfung der Wirksamkeit des k-medoids Dijkstra
Clusterings

5.1.2 Betrachtung der Funktionalität remove_stubs

Die optionale Funktionalität remove_stubs verhindert die in 2.2 erläuterte Problematik in den Fällen,
in denen Stichleitungen ohne weitere Vermaschung geografisch nah an anderen Knoten liegen. Dies
ist nicht der Fall für die im vorhergehenden Abschnitt betrachteten Beispiele, weil in beiden Fällen
Maschen vorliegen, die durch die Funktionalität nicht verändert werden.

Um die Wirkung dieser Funktionalität zu untersuchen und mit der Wirkung des k-medoids Dijkstra
Clusterings zu vergleichen, soll das folgende Beispiel betrachtet werden. Abbildung 5.2 zeigt links einen
Ausschnitt des betrachteten Originalnetzes, rechts ist das um die Stichleitungen reduzierte Netz zu
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5.1 Untersuchung der Netztopologien

finden. Das rote Rechteck markiert einen Bereich des Netzes, in das besonders viele Stichleitungen hin-
einragen, sodass die Knoten hier geografisch nah beieinander liegen. Die Funktionalität remove_stubs
entfernt diese Stichleitungen.

Abbildung 5.3 zeigt die auf 300 Knoten reduzierten Netze nach Anwendung eines k-means Clusterings
auf das Originalnetz (oben links), nach Anwendung des k-means Clustering auf das remove_stubs
reduzierte Netz (oben rechts) sowie nach Anwendung des k-medoids Dijkstra Clusterings auf das
Originalnetz (unten). Wie prognostiziert weist das k-means geclusterte Netz in dem markierten Bereich
eine Leitung quer durch den markierten Bereich auf, die das durch remove_stubs mit anschließendem
k-means Clustering reduzierte Netz nicht aufweist. Die Funktionalität wirkt der in 2.2 beschriebenen
Problematik in diesem Fall entgegen, das mithilfe remove_stubs komplexitätsreduzierte Netz bildet
das Originalnetz an dieser Stelle damit genauer ab als das k-means geclusterte Netz ohne Anwendung
der Funktionalität remove_stubs. Im k-medoids Dijkstra geclusterten Netz liegt die entsprechende
Leitung ebenso nicht vor, dieses komplexitätsreduzierte Netze bildet das Originalnetz an dieser Stelle
ebenso gut ab.

(a) Originalnetz (b) remove_stubs reduziertes Netz

Abbildung 5.2: Exemplarisches Beispiel zur Überprüfung der Wirksamkeit der Funktionalität remo-
ve_stubs

(a) k-means Clustering reduziertes Netz (b) remove_stubs und k-means Clustering redu-
ziertes Netz

(c) k-medoids Dijkstra Clustering reduziertes Netz

Abbildung 5.3: Exemplarisches Beispiel zur Gegenüberstellung der Wirkung des k-means Clusterings
mit der Funktionalität remove_stubs und des k-medoids Dijkstra Clusterings
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5.1.3 Betrachtung der Topologien der komplexitätsreduzierten Netze

Abbildung 5.4 zeigt die Topologien des auf 300 Knoten geclusterten Originalnetzes. Links ist das k-
means geclusterte Netz zu sehen, rechts ist das mithilfe des k-medoids Dijkstra Clusterings reduzierte
Netz gegenübergestellt.

(a) k-means Clustering reduziertes Netz (b) k-medoids Dijkstra Clustering reduziertes Netz

Abbildung 5.4: Gegenüberstellung der Topologien der komplexitätsreduzierten Netze

Das k-means Clustering reduzierte Netz weist eine vergleichsweise gleichmäßigere und insgesamt höhere
Vermaschung auf als es für das k-medoids Dijkstra geclusterte Netz der Fall ist. Dieses enthält einige
„Leerstellen“ ohne Leitungen, insbesondere fällt eine Schneise mit wenigenWest-Ost-Leitungen entlang
der ehemaligen innerdeutschen Grenze auf. Dies bildet das originale Netz ab, das aufgrund der Historie
Deutschlands genau dieses Merkmal aufweist. Weiterhin sind in dem k-medoids Dijkstra geclusterten
Netz Stichleitungen zu finden, was für das k-mean Clustering reduzierte Netz nicht der Fall ist. Auch
diese lassen sich im Originalnetz finden.

Der folgende Graph 5.5 zeigt den in Kapitel 4.1.1 eingeführten Vermaschungsgrad als Leitungen pro
Knoten für die komplexitätsreduzierten Netze bei verschiedenen Knotenzahlen sowie für das Original-
netz. Die Beobachtung eines höheren Vermaschungsgrades der k-means geclusterten Netze bestätigt
sich für die dargestellten weiteren Knotenzahlen. Der Vermaschungsgrad liegt für das k-medoids Di-
jkstra Clustering stets näher an dem Vermaschungsgrad des Originalnetzes, wobei sich dieser für beide
Clustermethoden mit größerer Knotenanzahl dem Vermaschungsgrad des Originalnetzes annähert. Die
Differenz zwischen den Vermaschungsgraden des k-means Clusterings und des k-medoids Dijkstra Clus-
terings nimmt mit steigender Knotenzahl geringfügig zu. Bei einer Knotenzahl von 500 Knoten ist der
Vermaschungsgrad des k-medoids Dijkstra geclusterten Netzes dem des Originalnetzes nahezu gleich.
Die Ursache für die höhere Vermaschung der k-means Clustering reduzierten Netze liegt vermutlich
in der in 2.2 beschriebenen Problematik, die Leitungen zwischen Clusterknoten zur Folge hat, die im
Originalnetz keine direkte Verbindung aufweisen. Das Netz enthält damit „zusätzliche“ Leitungen, die
sowohl das Originalnetz als auch das k-medoids Dijkstra geclusterte Netz nicht aufweisen.
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Abbildung 5.5: Darstellung des Vermaschungsgrades des Originalnetzes und der komplexitätsreduzier-
ten Netze bei verschiedenen Knotenzahlen

5.1.4 Betrachtung der Clusterbildung

Abbildung 5.6 zeigt jeweils alle Knoten des Originalnetzes eingefärbt nach deren Zuordnung zu 300
Clustern. Die verschiedenen Cluster sind zusätzlich durch schwarze Umrandungen gekennzeichnet,
außerdem ist der repräsentative Knoten pro Cluster schwarz abgebildet. Abbildung 5.6 a) zeigt die
k-means Cluster, in Abbildung 5.6 b) sind die k-medoids Dijkstra Cluster dargestellt. Es ist deutlich
zu sehen, dass die k-means Cluster verschieden große, einzelne und nicht überlappende Gruppierun-
gen darstellen. Die k-medoids Dijkstra Cluster hingegen sind verschieden große, sich überlappende
und ineinander übergehende Gruppierungen. Diese Beobachtung gibt die Funktionsweise der beiden
verschiedenen Ansätze wider: Das k-means Clustering berücksichtigt die geografischen Distanzen, so-
dass die Knoten eines Clusters nebeneinander liegen. Die Größen der verschiedenen Cluster ist durch
die Gewichtung bestimmt. Die k-medoids Dijkstra Cluster überlappen einander, da die Zuordnung zu
Clusterpunkten durch die elektrischen Distanzen bestimmt wird, die, wie in diesem Bild deutlich wird,
nicht immer der Zuordnung mithilfe der geografischen Distanzen entspricht.

Abbildung 5.7 zeigt ein weiteres Bild der Knoten des Originalnetzes. Wie in Abbildung 5.6 b) werden
die 300 k-medoids Dijkstra Cluster durch schwarze Umrandungen markiert. In dieser Abbildung sind
im Gegensatz zu Abbildung 5.6 nur die Knoten farbig, deren Zuordnung nach dem k-medoids Cluste-
ring durch Überprüfung deren elektrischer Distanz zu den Medoiden mithilfe des Dijkstra-Algortihmus
abgeändert ist. Das bedeutet, dass alle Knoten, die im Zuge des k-means Clusterings und des k-medoids
Dijkstra Clusterings dem gleichen Cluster zugeordnet sind, grau sind. Alle Knoten, die im Zuge der
beiden Verfahren verschiedenen Clustern zugeordnet werden, sind entsprechend der k-medoids Di-
jkstra Cluster eingefärbt. Über das gesamte Netz verteilt sind Knoten zu identifizieren, die aufgrund
des Dijkstra-Algortihmus im k-medoids Dijkstra Clustering anders als im k-means Clustering zuge-
orndet werden. Insgesamt ist ein Großteil der bestehenden Cluster durch eine veränderte Zuordnung
betroffen. Meistens handelt es sich um mehrere Knoten pro Cluster, auf die der Dijkstra-Algorithmus
wirkt.
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(a) k-means Clustering (b) k-medoids Dijkstra Clustering

Abbildung 5.6: Gegenüberstellung der Bildung der Cluster

Abbildung 5.7: Markierung der durch Dijkstra-Algortihmus veränderten Zuordnungen
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5.2 Untersuchung der Auswirkungen auf die Netzberechnung

Diese Beobachtungen bestätigen sich mit Blick auf die in Abbildung 5.8 dargestellte Grafik auch für
die weiteren untersuchten Clusterzahlen. Die obere Kurve zeigt, dass über alle betrachteten Clus-
teranzahlen hinweg ein Großteil aller Cluster Knoten enthält, die aufgrund des Dijkstra-Algorithmus
zugeordnet werden, wobei der Anteil mit steigender Clusterzahl leicht abnimmt. Der Anteil der Ori-
ginalknoten, die aufgrund des Dijkstra-Algortihmus im Gegensatz zum k-means Clustering verändert
zugeordnet werden, liegt für alle Clusterzahlen bei einem Wert zwischen 20 und 30 Prozent. Daraus
ergibt sich, dass auch der Anteil der Knoten pro Cluster, die verändert zugeordnet werden, in einem
ähnlichen Bereich liegen.

Abbildung 5.8: Darstellung des Anteils der durch Dijkstra-Algortihmus veränderten Zuordnungen für
verschiedene Clusterzahlen

5.2 Untersuchung der Auswirkungen auf die Netzberechnung

Die Berechnung des in Kapitel 4.2 beschriebenen Szenarios hat für die komplexitätsreduzierten Netze
die in Tabelle 5.1 aufgeführten Kosten zum Ergebnis.

Tabelle 5.1: Gegenüberstellung der Ausbaukosten nach Netzberechnung der mithilfe k-means Cluste-
ring und k-medoids Dijkstra Clustering komplexitätsreduzierten Netze

Netzausbau Speicherausbau
k-means Clustering 1,30 Mrd. e 0,02 Mrd. e
k-medoids Dijkstra Clustering 1,28 Mrd. e 0,00 Mrd. e

Die Kosten für den Netzausbau liegen im Fall des k-means geclusterten Netzes geringfügig über den
Kosten, die für das k-medoids Dijkstra geclusterte Netz angegeben werden. Der Eindruck, dass der
Netzausbaubedarf in beiden Netzen etwa gleich stark ausgeprägt ist, bestätigt sich mit Blick auf
Abbildung 5.9. So liegen die Leitungsausbauten für beide Netze in einem ähnlichen Bereich relativ
zur Nennleistung der Leitungen. Auch die Anzahl der Leitungen, die ausgebaut werden, scheint etwa
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vergleichbar hoch zu sein. Nichtsdestotrotz unterscheiden sich der Ausbau einzelner Leitungen in
einigen Bereichen deutlich. So ist beispielsweise in dem markierten Raum bei Düsseldorf im k-medoids
Dijkstra geclusterten Netz mehr Netzausbau zu verorten als es für das k-means geclusterte Netz der
Fall ist. An dieser Stelle sind im Originalnetz besonders viele Knoten pro Fläche zu finden, von denen
einige aufgrund der verschiedenen Clustermethoden verschieden zugeordnet werden (siehe Abbildung
5.7). Die Topologie des k-means geclusterten Netzes weist in diesem Bereich eine deutlich höhere
Vermaschung auf als das k-medoids Dijkstra geclusterte Netz. Das kann die Ursache dafür sein, dass
das k-means Clustering reduzierte Netz an dieser Stelle weniger Netzausbaubedarf aufweist.

(a) k-means Clustering (b) k-medoids Dijkstra Clustering

Abbildung 5.9: Gegenüberstellung des Leitungsausbaus

(a) k-means Clustering (b) k-medoids Dijkstra Clustering

Abbildung 5.10: Gegenüberstellung der Speicherverteilung sowie des Speicherausbaus
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5.3 Betrachtung der Rechenzeit

Abbildung 5.10 zeigt die Verteilung der Speicher sowie des Speicherausbaus. Wie auch in Tabelle 5.1
zu sehen ist, bedarf es nur im k-means geclusterten Netz des Speicherausbaus. Dieser begrenzt sich
auf einen Punkt im Netz. Die Kosten für den Speicherausbau sind im Vergleich zu den Kosten des
Leitungsausbaus aus diesem Grund für beide Netze nahezu vernachlässigbar.

5.3 Betrachtung der Rechenzeit

Abbildung 5.11 stellt die zur Durchführung des k-means Clusterings sowie des Dijkstra-Algortihmus
benötigte Rechenzeit in Abhängigkeit der Clusterzahl dar. Die Rechenzeit des k-medoids Dijkstra
Clustering in Abhängigkeit der Clustezahl ergibt sich jeweils aus der Summe der dargestellten Re-
chenzeiten, da die aufgeführten Prozesse die maßgeblichen Schritte darstellen. Es wird deutlich, dass
die Rechenzeit zur Durchführung des Dijkstra-Algortihmus nur einen Bruchteil zur Gesamtrechenzeit
des k-medoids Dijkstra Clusterings beiträgt. Der Großteil der Rechenzeit wird zur Durchführung des
k-means Clusterings benötigt. Die Rechenzeiten zur Durchführung des k-means Clusterings und des
k-medoids Dijkstra Clusterings sind damit ungefähr gleich groß.

Abbildung 5.11: Darstellung der Rechenzeiten zur Durchführung des k-means Clusterings sowie des
Dijkstra-Algorithmus in Abhängigkeit der Clusteranzahl
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6 Bewertung

Aus den in Kapitel 5 dargestellten Ergebnissen gilt zu bewerten, ob das k-medoids Dijkstra Clustering
eine adequate räumliche Komplexitätsreduktionsmethode zur Anwendung in eTraGo und unter Be-
rücksichtigung der Kriterien Genauigkeit und Rechenaufwand eine bessere Alternative zum k-means
Clustering darstellt.

Nach Untersuchung der Wirksamkeit des k-medoids Dijkstra Clusterings hinsichtlich der bei der Ver-
wendung des k-means Clusterings auftretenden Problematik, bleibt festzuhalten, dass die mithilfe
k-medoids Dijkstra Clustering reduzierten Netze diese Ungenauigkeit nicht aufweisen und das Origi-
nalnetz an diesen Stellen genauer abbilden. Die Topologie des mithilfe des k-medoids Dijkstra Cluste-
rings reduzierten Netzes weist an vielen Stellen mehr Ähnlichkeit zum Originalnetz auf als das k-means
geclusterte Netz. Dies betrifft insbesondere den nach Kapitel 4.1.1 eingeführten Vermaschungsgrad,
der im k-means geclusterten Netz deutlich höher liegt als im Originalnetz und im k-medoids Dijkstra
geclusterten Netz besser abgebildet wird.

Hinsichtlich der Auswirkungen auf die Netzberechnung sind bei Betrachtung der Gesamtergebnis-
se kaum Unterschiede zwischen den komplexitätsreduzierten Netzen auszumachen. Allerdings weisen
einige Bereiche der komplexitätsreduzierten Netze angesichts des Netzausbaubedarfs durchaus Unter-
schiede auf. Es ist davon auszugehen, dass die besonders hohe Vermaschung des k-means Clustering
reduzierten Netzes dazu führt, dass der Bedarf an Netzausbau in einigen Regionen unterschätzt wird.
Das k-medoids Dijkstra Clustering reduzierte Netz bildet die Vermaschung des Netzes insbesondere
an diesen Stellen genauer ab, sodass davon auszugehen ist, dass auch der Netzausbaubedarf genauer
berechnet werden kann.

Hinsichtlich der Rechenzeiten der Komplexitätsreduktionsmethoden sind k-means Clustering und k-
medoids Dijkstra Clustering in der im Rahmen dieser Arbeit durchgeführten Untersuchung gleich-
wertig einzustufen, da der für den Dijkstra-Algorithmus benötigte Zeitaufwand den Zeitaufwand zur
Durchführung des k-means Clusterings um einen vernachlässigbaren Anteil erhöht.

Insgesamt ist das k-medoids Dijkstra Clustering als geeignet zur Anwendung für die räumliche Kom-
plexitätsreduktion in eTraGo einzuordnen und als bessere Alternative im Vergleich zum aktuell ver-
wendeten k-means Clustering zu bewerten.
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7 Fazit und Ausblick

Das k-medoids Dijkstra Clustering lässt sich als adequate Methodik zur Durchführung einer räumlichen
Komplexitätsreduktion in eTraGo einordnen und als bessere Alternative im Vergleich zum k-means
Clustering bewerten.

Zwischen den Gesamtergebnissen der Netzberechung der komplexitätsreduzierten Netze lassen sich nur
geringfügig Unterschiede ausmachen, sodass davon ausgegangen werde kann, dass die bisher mithilfe
des k-means Clusterings erzeugten Ergebnisse als hinreichend genau einzuordnen sind. Jedoch ergeben
sich insbesondere im Hinblick auf bestimmte Bereiche des Netzes aufgrund der unterschiedlichen Ver-
maschung Unterschiede in den Ergebnissen der Netzberechnung, sodass insbesondere bei Betrachtung
bestimmter Regionen mit Ungenauigkeiten gerechnet werden muss.

Aus diesem Grund ist die zukünftige Verwendung des k-medoids Dijkstra Clusterings als Standard-
methodik zur räumlichen Komplexitätsreduktion ineTraGo empfehlenswert.
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A Anhang

A.1 Implementierung des k-medoids Dijkstra Clusterings

(a) k-means Clustering mit gewichteten Knoten unter Berücksichtigung der geografischen Distanzen

(b) Identifikation der Clustermedoide
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A.1 Implementierung des k-medoids Dijkstra Clusterings

(c) Vorbereitung des Dijkstra-Algortihmus: Erstellung des Graphen, Identifikation der relevanten Pfade, Vor-
bereitung des multiprocessing

(d) Aufruf der Funktion zur Durchführung des Dijkstra-Algortihmus

(e) Funktion zur Durchführung des Dijkstra-Algortihmus
ii



A.1 Implementierung des k-medoids Dijkstra Clusterings

(f) Identifikation der kürzesten Pfade

(g) Erstellung der neuen Busmap

Abbildung A.6: Ausschnitte der relevanten Abschnitte der Implementierung des k-medoids Dijkstra
Clusterings
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A.2 eTraGo-Einstellungen für Rechenszenarien

A.2 eTraGo-Einstellungen für Rechenszenarien

Abbildung A.7: Screenshot der etrago-Argumente zur Durchführung des Rechenszenarios zur Unter-
suchung der Auswirkungen auf die Netzberechnung

iv


	Abstract
	Abkürzungsverzeichnis
	Abbildungsverzeichnis
	Tabellenverzeichnis
	Einleitung
	Aktuell verwendete Methodik: k-means Clustering
	Prinzipielle Funktionsweise und Implementierung in eTraGo
	Verbesserungspotential

	Methodik des k-medoids Dijkstra Clustering
	Prinzipielle Funktionsweise
	Implementierung in eTraGo

	Methodik zur Untersuchung
	Untersuchung der Genauigkeit
	Rechenszenario zur Untersuchung der Netztopologien
	Rechenszenario zur Untersuchung der Auswirkungen auf die Netzberechnung

	Untersuchung der Rechenzeit

	Darstellung und Diskussion der Ergebnisse
	Untersuchung der Netztopologien
	Betrachtung eines exemplarischen Beispiels
	Betrachtung der Funktionalität remove_stubs
	Betrachtung der Topologien der komplexitätsreduzierten Netze
	Betrachtung der Clusterbildung

	Untersuchung der Auswirkungen auf die Netzberechnung
	Betrachtung der Rechenzeit

	Bewertung
	Fazit und Ausblick
	Literatur
	Anhang
	Implementierung des k-medoids Dijkstra Clusterings
	eTraGo-Einstellungen für Rechenszenarien


